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Resumen

En este proyecto se presenta una propuesta la cual estd asociada al proyecto de
investigacion “Gestion de energia basada en computaciéon en la nube para la
interoperabilidad entre un grupo de microrredes aisladas” financiado por Min
Ciencias. Este proyecto tiene como objetivo principal disefiar, implementar y
validar técnicas de control inteligente para convertidor de potencia reductor (Buck)
y convertidor de potencia elevador (Boost) utilizados en micro redes de corriente

directa.

El disefio de los convertidores de potencia se realiza utilizando el entorno de
diagrama de blogues multidominio Simulink, lo que permite parametrizar los

valores de los componentes del circuito.

Este trabajo presenta los resultados obtenidos tras la implementacion de un agente
DDGP (Deep Deterministic Policy Gradient) como controlador del ciclo de trabajo,
permitiendo la variacion del voltaje de salida de los convertidores reductores
(Buck) y elevador (Boost). Se lleva a cabo una evaluacion exhaustiva de
rendimiento y se comparan los resultados con métodos de control convencionales.
Las conclusiones de este estudio demuestran que el enfoque de control de
aprendizaje reforzado mediante el agente DDGP es altamente eficaz en la
regulacion del voltaje de salida de los convertidores de potencia. Se obtienen
mejoras significativas en términos de precision y respuesta dindmica en
comparacion con los métodos convencionales. Estos hallazgos respaldan la
viabilidad y utilidad de la implementacién de técnicas de control inteligente en

micro redes de corriente directa.

Los resultados obtenidos confirman la efectividad de esta aproximacion y su
potencial para la aplicacion practica en sistemas de gestion de energia basados en
micro redes aisladas acopladas a sistemas de energias renovables.

Palabras Clave: Control, Convertidores, Interfaz, Microrredes, Simulacion,

Potencia.
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Abstract

This project presents a proposal which is associated with the research project
"Energy management based on cloud computing for interoperability between a
group of isolated microgrids” financed by Min Ciencias. The main objective of this
project is to design, implement and validate intelligent control techniques for step-
down (Buck) power converters and boost (Boost) power converters used in direct

current microgrids.

The design of the power converters is done using the Simulink multi-domain block
diagram environment, which allows the values of the circuit components to be

parameterized.

This paper presents the results obtained after the implementation of a DDGP (Deep
Deterministic Policy Gradient) agent as duty cycle controller, allowing the
variation of the output voltage of the buck (buck) and boost (boost) converters. A
comprehensive performance evaluation is carried out and the results are compared
with conventional control methods.

The conclusions of this study show that the reinforcement learning control
approach using the DDGP agent is highly effective in regulating the output voltage
of power converters. Significant improvements are obtained in terms of precision
and dynamic response compared to conventional methods. These findings support
the feasibility and usefulness of the implementation of intelligent control

techniques in direct current microgrids.

The results obtained confirm the effectiveness of this approach and its potential for
practical application in energy management systems based on isolated microgrids
coupled to renewable energy systems.

Keywords: Control, Converters, Interface, Microgrids, Simulation, Power
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1. Introduccién

Las micro redes de corriente directa (MG) estan conformadas por generadores de
energia, usualmente fuentes renovables como son paneles solares, turbinas edlicas,
baterias, etc., y cargas domesticas o industriales, Ademas, las micro redes MG
también incluyen un sistema de distribucién que permite el flujo eficiente de
energia desde los generadores hacia las cargas conectadas. [1]. Cada vez mas, estas
soluciones energéticas, flexibles y eficientes, se estan volviendo comunes en
lugares apartados, de dificil acceso donde la red de distribucidn general no es capaz
de llegar, [8], [9].

Las caracteristicas mas importantes que aseguran la operatividad y estabilidad de
la micro red son el controlador y la topologia de la red [10]. Los autores realizan
un analisis comparativo de las topologias de MGs méas comunes: tipo bus sencilla,
multiterminal, anillo y zonal. También presentan diversas arquitecturas de control
centralizado, descentralizado, resaltando las caracteristicas del tipo maestro esclavo
y droop. Dentro de las micro redes de corriente directa, los convertidores de
potencia juegan un papel importante en la interfaz entre cada uno de los
dispositivos. Los convertidores méas utilizados son los reductores - elevadores
(Buck - Boost) [2]

El convertidor elevador (Boost) utiliza una configuracion diferente para la
ubicacién del interruptor y la inductancia, lo que resulta en un voltaje de salida
mayor que el voltaje de entrada. Sin embargo, esta configuracion presenta un
desafio adicional en la reduccion de los efectos de perturbaciones externas, ya que
tienden a amplificarse [4]. En este tipo de convertidor, si el interruptor permanece
abierto, el voltaje de salida seria igual al voltaje de entrada. Por otro lado, si el
interruptor se mantiene cerrado, se produciria una corriente muy alta en el inductor,
lo que podria ocasionar un cortocircuito en el circuito de corriente directa (DC) [6].
En este trabajo, se realiza el control de un convertidor reductor (Buck) y de un
Convertidor elevador (Boost) en el cual el voltaje de salida puede ser de mayor o
menor amplitud que la entrada, presentando el mismo problema que el convertidor
elevador (Boost) si el interruptor se mantiene cerrado. En el caso de un convertidor

Buck el circuito puede interpretarse como un filtro LC aplicado a una sefial de
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PWM [3].

Para los otros dos, el inductor es el encargado de entregar la corriente necesaria a
la carga por lo que es importante evitar saturar su nucleo, para este fin, el inductor
se carga cuando el interruptor esta cerrado y entrega su energia a la carga cuando
se abre el interruptor, el rizado de voltaje es filtrado por el capacitor en paralelo con

la carga.

En la literatura se han propuesto diferentes técnicas de control de convertidores
siendo las mas robustas a variaciones en la carga las técnicas en modos deslizantes
(SMC) [10] y el control predictivo basado en modelo [11].

Estas técnicas si bien muestran excelentes prestaciones en cuanto a la regulacion
del voltaje y variaciones en la carga tienen una desventaja y es que la sintesis del
controlador se basa en el modelo de la planta, de lo cual muchas veces no se
dispone. Como solucion al problema anteriormente comentado surge la teoria del
control en modo deslizante. EI control en modo deslizante (VSC) aplicado a
sistemas de estructura variable (VSS) fue introducido en los afios 50 en la antigua

Unién Soviética por Emelyanov y otros colaboradores Markov [25].

Aqui un algoritmo DDPG es utilizado para generar la sefial del ciclo de trabajo
estable, a partir del ajuste de la sefial PWM. En comparacion con los resultados
encontrados en la literatura, la técnica propuesta es capaz de regular de forma que
se ajusta y mantiene el voltaje del bus DC a un valor deseado, sin un conocimiento
a priori del modelo [23]; desde entonces, ha sido desarrollado en sistemas no
lineales, multi entrada-salida, sistemas discretos, sistemas estocésticos, etc., en
aplicaciones en campos tan diversos como la electrénica de potencia, problemas de

disefio aeroespacial, control de brazos robot, etc.

Las caracteristicas mas importantes se deben a la adicién de robustez al sistema
respecto a variaciones de sus parametros y perturbaciones externas; mediante la
técnica de control en modo deslizante cuando el sistema se encuentra en régimen
deslizante el orden de la dindmica se reduce en un grado y las caracteristicas de la
superficie de deslizamiento se "imponen" al sistema. Segun la definicién de Sira-
Ramirez [24]

Una superficie en el espacio de estado de un sistema dindmico representa una

relacion entre las variables de estado que describen el comportamiento del sistema.
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Si éste es forzado a evolucionar sobre esta superficie, las relaciones estaticas de la
dinamica resultante quedan determinadas por los parametros y ecuaciones que
definen la superficie. Por otra parte, la accion de control ha de ser la apropiada para
que las trayectorias del sistema se "dirijan™ hacia la superficie. Cuando esto ocurre
se dice que el sistema se encuentra en régimen o dindmica deslizante y la superficie
se denomina superficie de deslizamiento ambiente para calcular la recompensa y
los estados a partir de un proceso de decision, recientemente las técnicas de control
inteligente como el aprendizaje por refuerzo profundo (DRL) y aquellas basadas en

redes neuronales, han Ilamado la atencion de la comunidad cientifica [12].

En un algoritmo basado en una politica deterministica se utilizd para compensar la
sefial del ciclo de trabajo, la cual es capaz de regular el voltaje de salida de un
convertidor reductor (Buck) que alimenta una carga no lineal variante en el tiempo.
Los resultados experimentales mostraron un rendimiento superior con respecto al
control MPC, disminuye el tiempo de respuesta y el sobre impulso [13]. Se disefia
un controlador basado en aprendizaje por refuerzo, donde se establece el modelo
del ambiente para calcular la recompensa y los estados a partir de un proceso de
decision de Markov. Aqui un algoritmo DDPG es utilizado para generar la sefial

del ciclo de trabajo estable, a partir del ajuste de la sefial PWM.

En comparacion con los resultados encontrados en la literatura, la técnica propuesta
en este proyecto demuestra su capacidad para regular de manera precisa y eficiente
el voltaje DC, manteniéndolo en un valor deseado de acuerdo con un voltaje de
referencia establecido. Esto se logra mediante el empleo de técnicas de control
inteligente. Esta aproximacion representa un avance significativo en el campo de
los convertidores de potencia, ya que permite un control preciso y adaptativo del
voltaje DC sin la necesidad de conocimientos previos detallados sobre el modelo

de la planta.
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1.1 Planteamiento del problema

La implementacion y validacion de sistemas complejos como los convertidores de
potencia presentan desafios practicos y econdmicos. Uno de ellos se encuentra en el
control de los convertidores de potencia, como se mencion6 anteriormente. En la
literatura, la mayoria de las técnicas de control propuestas dependen de un modelo del

sistema.

Por lo tanto, este trabajo tiene como objetivo desarrollar técnicas de control inteligente
para los convertidores de potencia reductores (Buck) y elevadores (Boost). La falta de
estas técnicas de control inteligente en micro redes representa un obstaculo significativo
para lograr un funcionamiento eficiente, estable y confiable de estos sistemas. Las
técnicas de control convencionales basadas en modelos requieren un conocimiento
detallado del sistema y no pueden adaptarse facilmente a las condiciones cambiantes de
la micro red. Ademas, la implementacion de estas técnicas puede ser costosa y compleja

desde el punto de vista econémico.

1.2 Justificacion

Mas del 13 % de la poblacion mundial no tiene acceso a la electricidad, de los
cuales el 84 % habitan en zonas rurales, mayormente en paises en via de desarrollo [14].
En Colombia segin datos del Instituto de Planificacion y Promocion de Soluciones
Energéticas para las Zonas no Interconectadas (Ipse), existen 1.710 localidades rurales en
donde se calcula que 128.587 personas solo acceden al servicio entre cuatro y doce horas
al dia [15]. En este sentido, el control y operacién de los dispositivos que componen una
micro red es de gran interés en la comunidad cientifica que busca mejorar la
disponibilidad del recurso energético para muchas de estas poblaciones no

interconectadas.

Ante los desafios mencionados, es necesario desarrollar técnicas de control inteligente
que superen las limitaciones de los enfoques basados en modelos existentes. Estas
técnicas deben ser capaces de adaptarse de forma auténoma a las fluctuaciones en la
carga, las fuentes de energia y las condiciones operativas de la micro red, asi mismo deben

permitir una implementacion econdémica y practica en entornos reales.
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1.3 Objetivos

1.3.1 General

Desarrollar técnicas de control de aprendizaje por refuerzo para convertidores de
potencia reductor (Buck) y elevadores (Boost) acoplados a fuentes de energia

renovables y sistemas de almacenamiento de energia.

1.3.2 Especificos.

e Establecer el ambiente o entorno de accion para un convertidor reductor (Buck) y
un convertidor elevador (Boost), considerando modelos de fuentes de energia
renovables.

e Definir las funciones de recompensa para un convertidor reductor (Buck) y un
convertidor elevador (Boost), que incentive a los agentes a cumplir con los
objetivos de control.

e Entrenar iterativamente los agentes para que aprendan una politica de seguimiento
a medida que interactan con el entorno.

e Realizar la validacion de la regulacion de los voltajes en los convertidores de
potencia en el software Matlab, teniendo en cuenta variaciones en la carga.
Meétricas de rendimiento de variaciones en la carga tiempo de respuesta y error en

estado estacionario.



1.4 Metodologia

Para el desarrollo del proyecto se contara con 4 fases, las cuales permitiran alcanzar

los objetivos propuestos.

Fasel: Esta etapa comprende la construccion de los circuitos reductor y elevador
de potencia utilizando las librerias de componentes eléctricos de Simulink. Se
realizaran dos simulaciones independientes, una para cada convertidor. En el caso
del convertidor reductor (Buck), se empleara un voltaje de entrada de 24V vy se
buscard obtener un voltaje de salida de 12V, siguiendo las métricas de disefio
establecidas. Para el convertidor elevador (Boost), se utilizara un voltaje de entrada
de 12V y se procurara alcanzar un voltaje de salida de 30V, también en consonancia
con las especificaciones de disefio.

Estos valores de voltaje representan los requerimientos necesarios para el adecuado
funcionamiento y rendimiento de cada convertidor. El circuito construido sera
utilizado como la "planta” durante el proceso de entrenamiento del agente de

control.

Fase 2: Deep Deterministic Policy Gradient DDPG, Actor Critico, dependiendo
del rendimiento del algoritmo. Posteriormente se estableceran las funciones de
recompensa que permitiran a los agentes “controladores” llevar el voltaje de salida
aun valor deseado. Para ello se buscaran funciones que logren hacer esto de manera
independiente en cada variable de estado. Dichas recompensas se traducen en una
suma de expresiones matematicas p. ej. exponenciales, en la que por cada eje (X, y)
se busca una funcién que tenga un valor maximo en la posicion objetivo respecto a
un plano cartesiano dispuesto sobre el entorno. Para el proceso de disefio del agente
y de las funciones de recompensa se utilizara el conjunto de funciones de la libreria
de aprendizaje por refuerzo de Matlab (Reinforcement Learning Toolbox - Matlab)
[17].

Fase 3. En el proceso de entrenamiento de los agentes, se deben ajustar los
parametros del algoritmo como por ejemplo las condiciones iniciales, las
perturbaciones, variaciones en la carga, sefiales de actuacién y observaciones, seran

tenidas en cuenta para la generacion del ambiente de las variables de estado y sus
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limitaciones, asi como también el nimero maximo de episodios, dado que esto
reduciré considerablemente el tiempo de entrenamiento. Es importante monitorear
el proceso de entrenamiento por si es necesario ajustar las funciones de recompensa
0 penalizacion o inclusive seleccionar otro tipo de agente. En esta fase se realiza el
proceso de disefio del controlador, por lo cual las métricas de desempefio no estan

estandarizadas tipolégicamente.

Fase 4. Para la validacion de los algoritmos, se plantearan escenarios donde exista
una variacion en la carga, esperando que el voltaje de salida de los convertidores
sea la deseada, aumentando el voltaje por encima del voltaje de alimentacion
(elevador 12V -30 V) o la funcionalidad reductora Vo <24 V.
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2. Marco teérico

En este capitulo se establecen los pardmetros para la aplicacion de un método de
aprendizaje por refuerzo (Reinforcement Learning) para un convertidor de potencia
reductor (Buck) y convertidor elevador (Boost) [51]. El aprendizaje por refuerzo es un
subconjunto del aprendizaje automatico (Machine Learning) consistente en optimizar la
funcion de recompensa, las observaciones producen acciones de bajo nivel, asi, en un
entorno dinamico, no estatico, donde el agente mediante la exploracion interactua,

mejorando la secuencia de acciones, aprendiendo del entorno [51].

Los convertidores reductores (Buck) son de entrada de corriente continua (DC) y
producen una salida de corriente continua a una tension menor. Son muy comunes en
aplicaciones de electrénica de potencia, como en fuentes de alimentacion de
computadoras, cargadores de teléfonos moviles, convertidores solares y muchos otros

dispositivos que requieren una tension de salida mas baja que la entrada [52].

Por otra parte, el convertidor Elevador (Boost) es aquel que por construccion se usa para
convertir una fuente de voltaje de entrada en una salida de voltaje mayor. EI convertidor
elevador (Boost) se emplea en aplicaciones de potencia, como fuentes de alimentacion de
iluminacién LED, sistemas de carga de baterias y muchos otros dispositivos que requieren
unatension de salida mas alta que la entrada [52]. Sus aplicaciones en el campo de energia
renovable, como en sistemas de paneles solares, son excepcionales para aumentar la

tension de salida de los paneles y alimentar cargas de mayor voltaje [52].

2.1 Convertidor de potencia reductor (Buck)

Los convertidores DC-DC a menudo se utilizan como fuentes de alimentacién en
una variedad de aplicaciones, incluidos automoviles eléctricos [18,19], aeroespaciales
aplicaciones [20], sistemas de energia renovable [21] y equipo electrénico [22]. Este
dispositivo tiene como funcion regular el voltaje en la carga a un valor deseado, el cual

es inferior al voltaje de entrada.

En la figura 2.1 se muestra el circuito del convertidor reductor, que se compone de un

dispositivo de conmutacion (Mosfet), voltaje de entrada Vi, un diodo (D), un inductor
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(L), un capacitor (C) y una carga (R). Las variables del sistema corresponden a el voltaje

en el capacitor V, y corriente en la inductancia I;.
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Figura 2-1 Diagrama circuito del convertidor reductor (Buck). Fuente

Utilizando las leyes de Kirchhoff, las ecuaciones que describen el comportamiento del

convertidor reductor (Buck) son:
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Los parametros del convertidor R, L y C se pueden determinar a partir de especificaciones

de disefio: voltaje de entrada, voltaje de salida (Vo), potencia (P), frecuencia de

conmutacion f; y porcentaje de rizado r, a partir de las siguientes expresiones [28]:
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P

Lout max = V_o 3) Al = 0.01 * Iy max DAV, = 0.01 * v, (5)
_ Vo(wi—vy) _ Al _ Vo _W
L= A I xfs*v; (6) €= 8x AVy*fs (7) k= lout max b= Vi (8)

A continuacion, se presenta el disefio de un convertidor reductor con las siguientes
caracteristicas: ~ v; =70V, P =950W, f =10kHz, r=1% y v, = 50V.
Utilizando las ecuaciones (3-8) se tiene: L=0.0075H; C=0.4.75uF R=2.631612 'y

D = 0.7143. El voltaje de salida del convertidor se muestra en la figura 2-2, donde se

observa que llega al valor de salida establecido.
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Figura 2-2 Evolucién temporal de los voltajes de entrada y salida del convertidor
reductor, para los parametros de disefio especificados. Fuente Propia.
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2.2 Convertidor de potencia elevador (Boost)

En el convertidor elevador (Boost), se logra obtener un voltaje de salida mayor que el
voltaje de entrada. Este voltaje de salida es continuo, pero puede presentar una pequefia
fluctuacion conocida como rizado, el cual esta influenciado por los valores de inductancia
y capacitancia, asi como la frecuencia de conmutacion [26]. Como resultado, el

convertidor elevador produce niveles de voltaje mas altos en la salida.

Las aplicaciones mé&s comunes del convertidor elevador (Boost) se encuentran en el
ambito de fuentes de potencia y sistemas fotovoltaicos, donde se utilizan como etapas
iniciales de acondicionamiento [27]. Estos convertidores desempefian un papel crucial en
la adaptacion de la energia generada por fuentes renovables, como la energia solar, y
permiten elevar el voltaje de entrada para alimentar cargas de mayor voltaje de manera

eficiente.

En la figura 2.3 se muestra el circuito del convertidor elevador (Boost) Los parametros
del convertidor R, L y C se pueden determinar a partir de especificaciones de disefio:
voltaje de entrada, voltaje de salida (\Vo), potencia (P), frecuencia de conmutacion f; y

porcentaje de rizado r, a partir de las siguientes expresiones [29]:

Continuous

powergui
] Fd

Duty Cicle 000

m
/] S o
o3 .
w

Vi Scope

Figura 2-3 Diagrama circuito del convertidor elevador (Boost) Fuente. [propia]
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Utilizando las leyes de Kirchhoff, las ecuaciones que describen el comportamiento del

convertidor elevador (Boost) son:

L. [0 071"

v v 0 0 v

= 1+ 1)
. l _ 1 1 lL
LL 0 -1 RC c
i 0 0 v 0 0

c

= N H (1)

IL 0 -1 ~ e ¢

Los parametros del convertidor R, L y C se pueden determinar a partir de especificaciones
de disefio: voltaje de entrada, voltaje de salida (Vo), potencia (P), frecuencia de

conmutacion f; y porcentaje de rizado r, a partir de las siguientes expresiones [29]:

P v,
Lout max = V_o(ll) Al =0.01 %1yt max *71 12 AV, =0.01%*v,

13)

V.
I 1-+
Vi(Vo_V; outmax( % ) V,
L= Villo-V) (14) C = 2~ (15) R =—"— (56
Alp*fe*Vq AVoxfs lout max

A continuacion, se presenta el disefio de un convertidor elevador (Boost) con las

siguientes caracteristicas:

Vi=12V, P=5009W, f10kHz, r =1%y V,=24 Utilizando las ecuaciones
(11-16) se tiene: L=0.014H; C=0.0043F, R=1.1520Q y D = 0.5 El voltaje de salida del
convertidor se muestra en la figura 2-4, donde se observa que llega al valor de salida

establecido.
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Figura 2.4 Convertidor elevador (Boost) Lazo abierto Voltaje de entrada
Vs Voltaje de salida. Fuente propia.
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2.3 Aprendizaje por refuerzo

El aprendizaje por refuerzo es un subconjunto de aprendizaje automético (machine
learning) en la que un agente toma decisiones basadas en la retroalimentacion que recibe
del ambiente en el que se encuentra. Este proceso se basa en la idea de que el agente
aprende a maximizar una recompensa a través de la exploracion de diferentes acciones.

En la figura 1-1 se ilustra esta clasificacion [44].

Trust Region |_,| Proximal Policy

Optimisation Optimisation
Deep Deterministic
Policy policy Gradient( DDPG)
> based
o Advantage Actor Critic(A2C),
Actor-Critic Asynchronous Advantage
Actor Critic(A3C)
Soft Actor
Critic(SAC)
Fitted
Q-Leaming
: = Double
RF‘ B —» Q-Learning DON
Algorithms Value Dccp‘
> based || Q-Learning
(DQN) ,
Dueling
State-Action-Reward- DON
—» .
State-Action
— Iterative Linear Quadratic
Regulator(ILQR)
Model
based | |
L, Probabilistic Inference for
Learn Control(PILCO)

Figura 2-4 Clasificacion de algoritmos RL

El agente recibe observaciones y recompensas del entorno y responde enviando sus
acciones. La recompensa indica qué tan exitosa es una actividad en términos de lograr el
objetivo. Este proceso de interaccion continua permite al agente aprender a tomar las

decisiones correctas para maximizar su recompensa.
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El aprendizaje por refuerzo tiene una amplia variedad de aplicaciones en campos como
la robdtica, los videojuegos, la automatizacion de procesos, la optimizacion de recursos
energéticos, el control de tréfico, la gestion de carteras, entre otros. Por ejemplo, se han
desarrollado robots capaces de aprender a caminar, correr y trepar mediante técnicas de
aprendizaje por refuerzo [31]. En el ambito de los videojuegos, se han utilizado
algoritmos de aprendizaje por refuerzo para entrenar agentes que pueden jugar a juegos
de estrategia, como el ajedrez y el go [32]. También se ha utilizado el aprendizaje por
refuerzo en la optimizacion de procesos industriales, como la fabricacion de
semiconductores [33], y en la gestion de trafico aéreo, para mejorar la eficiencia del

sistema de control de trafico aéreo [34]

2.3.1 Descripcién del aprendizaje por refuerzo

Los elementos clave, para el aprendizaje por refuerzo (Reinforcement Learning)
son: el agente, el entorno, las acciones, las observaciones, la politica y la funcion de
recompensa. El agente es el sistema que toma decisiones y aprende a partir de las
interacciones con el entorno. Existen diferentes algoritmos y métodos para el aprendizaje
por refuerzo, como el Q-learning, la aproximacion de funciones de valor y la busqueda
de politicas. Estos algoritmos se basan en matematicas y estadisticas para aprender a partir

de las interacciones del agente con el entorno.

2.3.2 Agente

El agente es un componente fundamental en el aprendizaje por refuerzo, cuyo
objetivo es maximizar la recompensa obtenida en el tiempo mediante la eleccion de
acciones apropiadas en funcion del estado actual del entorno y la politica asignada. El
agente aprende a través de la teoria de los procesos de decision de Markov y la ecuacion
de Bellman, que permiten modelar la interaccion con el entorno y calcular el valor
esperado de la recompensa. Ademas, técnicas como TD Learning y Q-Learning se utilizan
para mejorar el rendimiento del agente en la exploracion y eleccion de acciones. El

proceso de entrenamiento del agente implica la exploracion y prueba y error para
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maximizar la recompensa [38]. El diagrama de flujo de las interacciones agente-ambiente

se puede encontrar en la Figura 2-6.

’—i External Environment —l
Environment
Actions Sensations
1P ‘. | |
Critic
I l— Internal Environment ‘—I
! | Critic
Rewards
Actions States |
Decisions Reward Signals States
Agent - RL Agent e
“Animal”

Figura 2-5 interacciones agente-ambiente en el aprendizaje por refuerzo

2.3.3 Entorno

El entorno es todo lo externo del sistema, donde actla el agente envia acciones y
obtiene recompensas 0 penalizaciones, también es donde se entrena al agente, su
comportamiento suele ser desconocido y estocastico [35]. Dentro del entrenamiento del
agente es importante resaltar del entorno su funcionamiento partiendo de estado-seleccion
de algoritmo-mejor, accidén-recompensa, la dinamica del entorno en el aprendizaje por
refuerzo (Reinforcement Learning) representa la mayor parte del sistema, el agente es una
parte del software que genera las acciones y actualiza constantemente la politica a través
del aprendizaje [37]. A partir de la definicion del entorno, en el cual va a operar el agente,
sumando la interfaz de la relacion agente y el entorno basado en un entorno de simulacion,

su seguridad y espacio a experimentar representan una ventaja en el disefio [37].

El entorno cambia de estado en respuesta a la accion del agente y produce una recompensa
por esa accion, que es recibida por el agente [38]. Usando esta nueva informacién, el
agente puede determinar si esa accion fue buena y debe repetirse, o si fue mala y debe
evitarse. El ciclo observacidn-accion-recompensa continla hasta que se completa el

aprendizaje [40]Figura 2-7.
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Figura 2-6 Entorno ambiente [11]

Cuando crea un objeto de entorno, debe especificar las sefiales de accion y observacion
que utiliza el agente para interactuar con el entorno. Las sefiales que seleccione como
acciones y observaciones dependen de su aplicacion. Por ejemplo, para aplicaciones de
sistemas de control, las integrales (ya veces las derivadas) de las sefiales de error suelen
ser observaciones Utiles. Ademas, para aplicaciones de seguimiento de referencia, es Util

tener una sefal de referencia variable en el tiempo como observacion [37].

2.3.4 Observacion del entorno

En el aprendizaje por refuerzo (Reinforcement Learning), El agente es capaz de
observar el estado actual del entorno a través de una sefial de observacion, y a partir de
ese estado decide qué accidn tomar que sera enviada al entorno a través de una sefial de
accion [34]. Esta informacidn se conoce como observaciones y puede tomar muchas
formas, dependiendo del dominio en el que se esté aplicando el aprendizaje por refuerzo.
Por ejemplo, en el caso de un robot que aprende a caminar, las observaciones pueden
incluir la posicion de las articulaciones del robot y la velocidad a la que se mueve. En un
juego de ajedrez, las observaciones pueden ser el estado actual del tablero y las posibles

jugadas que el agente puede realizar [36].

En algunos casos, las observaciones pueden ser proporcionadas directamente por sensores
fisicos, como camaras o micrdéfonos [37]. En otros casos, las observaciones pueden ser

generadas por un modelo del entorno, que se actualiza continuamente a medida que el
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agente interactta con él [38]. En la figura 2.7 describe un agente, y las observaciones en

un modelo basado en aprendizaje por refuerzo(Reinforcement Learning)

agent environment

actions

reinforcement

rewards
learning &

algorithm
observations

—— —— — —

Figura 2-7 Aprendizaje por refuerzo basado en modelos [ ]

2.3.5 Funcion de recompensa

La funcién de recompensa es fundamental para que el agente pueda medir su
rendimiento y lograr sus objetivos en el entorno de trabajo. Esta sefial es proporcionada
por el entorno de trabajo, y puede consistir en recompensas numéricas o sefiales que

indican si el agente ha realizado una accion correcta o incorrecta. [41], Figura 2-8.
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Figura 2-8 Ejemplo accion de recompensa [10]
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Es importante sefialar que la forma de dar forma a la sefial de recompensa puede ser
complicada y requerir varias iteraciones hasta lograr el resultado deseado. Ademas, al
establecer la recompensa, es necesario considerar si hay mas de una sefial de entrada, en
cuyo caso se debe parametrizar el peso de cada sefial de manera individual. Esto también
se aplica al establecer los pesos entre las conexiones de una red neuronal para determinar

la incidencia en el resultado acumulado segun la sefal. [42].

2.3.6 Politica de estrategia

La politica de asignacion de comportamiento o reglas para el agente es
fundamental para lograr que éste busque maximizar la recompensa recibida por realizar
satisfactoriamente las tareas asignadas. Para encontrar la politica mas acertada se hace
uso de algoritmos de aprendizaje que actualizan constantemente los pardmetros de la

funcién de politica, a fin de maximizar la recompensa recibida a largo plazo. [41]

La funcion de politica se compone de logica y parametros ajustables dentro de una
estructura adecuada, que conducen a un conjunto de parametros que producen un
desarrollo 6ptimo en dicha politica, lo cual se logra mediante un mapeo de estados, a las
acciones que producen la mayor recompensa a largo plazo. Debido a que el entorno puede
cambiar con el tiempo, la politica no es un mapeo estatico, sino que debe ser

constantemente actualizada y ajustada. [42]

Matematicamente, la politica se puede expresar como una funcién que toma como entrada

la observacién del estado y produce una accion:
Acciones = funcion (Observacion del estado)

Sobre los parametros ajustables de esta funcidn se realiza el aprendizaje, que consiste en

ajustar sistematicamente dichos parametros hasta obtener la mejor politica posible. [43]
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3. Desarrollo Metodolégico

En este capitulo se desarrolla los objetivos del control inteligente mediante el uso
de una red neuronal, utilizando un agente DDPG (Deep Deterministic Policy Gradient)
para controlar un convertidor Buck y un convertidor Boost. La implementacion de un
algoritmo de control de aprendizaje por refuerzo (Reinforcement Learning) como DDPG,
ya que se utiliza cominmente en entornos de control continuos, el agente DDPG utiliza
dos redes neuronales: una red actor que toma el estado actual del sistema como entrada y
genera una accion de control de salida, y una red critica que estima el valor Q de la accién
de control en el estado actual. Estas redes se entrenan simultaneamente mediante

retroalimentacion de error de RL para mejorar la politica de control del agente.

'
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Figura 3.1 Red Neuronal Actor — Critico Fuente Propia

El objetivo del agente DDPG es maximizar una funcién de recompensa que se define en
funcion del comportamiento deseado del sistema de convertidor elevador (Boost) y
convertidor reductor (Buck), en la figura 3-2. se muestra el escenario general donde se
encuentran los bloques por subsecciones, con sus respectivas configuraciones vy
parametros, célculos de recompensa, penalizacion y el entorno donde realiza

entrenamiento el agente.
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Figura 3-1 entorno convertidor reductor (Buck) fuente propia

Para lograr este objetivo se plantean estrategias de asignacién de recompensas y las
penalizaciones para el correcto aprendizaje del agente en un entorno de aprendizaje por
refuerzo para los convertidores de potencia reductor (Buck) y convertidor elevador
(Boost) respectivamente creado en Simulink, asi como el proceso de validacion de la
sefial de referencia mediante observacion y acciones con base a los resultados del
entrenamiento. Finalmente, la respectiva validacion del agente donde se compara al

controlador inteligente con técnicas de control clasicas PID.

3.1 Definicién del entorno de los convertidores Buck

Para el disefio del entorno se crea un modelo del convertidor reductor con los
elementos de circuito de la libreria de simscape de Simulink, que representa los elementos
principales del circuito que son, una fuente de entrada tipo panel solar, un transistor de
potencia tipo MOSFET, un capacitor, un inductor, una resistencia y un bloque PWM para
controlar el ciclo de trabajo, la frecuencia de operacion del convertidor se mantendra
constante, se ajustara unicamente el ciclo de trabajo para controlar el voltaje de salida del

convertidor como se observa en la figura 3.2.
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Figura 3-2 Diagrama del circuito del convertidor reductor — entorno. Elaboracion
propia

El control del voltaje se fundamenta en la medicion del error de voltaje, y para lograrlo,
se implementara un agente DDPG (Deep Deterministic Policy Gradient) que se encargara
de ajustar el ciclo de trabajo del blogue PWM con el objetivo de obtener un voltaje de
salida ajustado. Para llevar a cabo este proceso, se utilizard un entorno de simulacién que
permitird al agente entrenarse y evaluar su desempefio en la tarea de controlar el voltaje

deseado.

Dentro del desarrollo para la definicion de un entorno se debe incluir una sefial de accion
y una sefial de observacion mediante la cual el agente en el circuito del convertidor Buck
y convertidor Boost, interactia con los estados de conmutacion ON y OFF, donde
definida la accion de recompensa el agente la utiliza para medir el correcto aprendizaje
dentro del entorno y sus especificaciones de datos de observacién o accion continua para

entornos de aprendizaje por refuerzo.

3.1.1 Definicidon del entorno de los convertidores Boost

El entorno del convertidor elevador (Boost), su configuracion utiliza los mismos
parametros en los elementos de circuito, (Fuente de energia renovable, Resistencia,
Diodo, inductor, capacitor e IGBT) pero de una configuracién diferente ya que como se
ha mencionado anteriormente el convertidor DC-DC elevador (Boost), su funcionamiento
es elevar el voltaje mediante la carga y descarga de la inductancia de la bobina. De igual
forma que en el convertidor Buck, este convertidor tendra un bloque de control de ciclo
de trabajo por medio de un PWM realizado en Simulink. Como se observa en la figura
3.3.
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Figura 3-3 Entorno controlador elevador (Boost) Fuente. Elaboracion propia

3.2 Disefio de las funciones de recompensa para convertidor reductor
elevador

Con el entorno establecido de los convertidores, el siguiente paso es pensar en lo que
quiere que haga su agente y como lo recompensara por hacer lo que quiere, Esto requiere
crear una funcién de recompensa para que el algoritmo de aprendizaje "entienda" cuando
la politica estd mejorando y, en dltima instancia, converja. en el resultado buscado. Para
el ajuste de la recompensa del controlador se utiliza parametros de recompensa de 10, y
una penalizacion de -1, estos pardmetros se iran ajustando al agente segun el observador
de estado para que dicho agente vaya aprendiendo y se ajuste a la sefial de referencia,
para esto se realiza una configuracion enlazada por diagramas de bloques de Simulink en

la red neuronal ajustando asi las penalizaciones y recompensas como se muestra en la
figura 3.4.

|ue| i <0.1

exceeds bounds

Figura 3-4 Blogues recompensa y penalizacion Fuente. Elaboracion propia
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En el bloque para la definicidn de la recompensa, se utiliza un algoritmo de penalizacion
y recompensa basando en un vector de observacion descrito matematicamente mediante

la ecuacion:

Uc?dt y h]T .
ecuacion 3.1
El vector de observacion utilizado incluye la integral del error, el error y el voltaje
medido. Estos elementos se seleccionaron para proporcionar al agente DDPG
informacidn completa sobre el estado del sistema. La integral del error permite considerar
la acumulacion de errores pasados, mientras que el error actual y el voltaje medido
brindan informacion instantanea sobre la diferencia entre la sefial de referencia y el valor
deseado. Se establecio una penalizacion numérica de 10 cuando el error del voltaje esta
por debajo de 0.1. Esta eleccion se basa en la importancia de mantener el error del voltaje
dentro de un rango aceptable. Al asignar una penalizacién alta, se motiva al agente a
reducir el error del voltaje y a tomar acciones que lo mantengan cerca del valor deseado.
Cuando la sefial de error de voltaje es mayor a 0.1, se otorga una penalizacién de -1. Esta
decision se basa en el deseo de evitar errores significativos en el control del voltaje. Al
proporcionar una penalizacion negativa, el agente aprenderd a evitar acciones que
conduzcan a un aumento del error y, en cambio, buscard soluciones que reduzcan la

discrepancia entre la sefial de referencia y el valor deseado.

Si el voltaje excede los limites configurados en el bloque de stop, (limite superior 26,
limite inferior 0). Se le otorgara una penalizacion de -100 como se muestra en la ecuacion

3.2. esto con el fin de controlar los limites de exploracion del agente.

10 si el error es < 0.1
Reward —1sielerrores > 0.1 ecuacion 3.2
—100 si el voltaje exede los limites
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3.3 Entrenamiento del agente DDGP para un convertidor reductor
(Buck)

Para lograr un entrenamiento deseado y que el agente aprendiera se ajustaron
hiperparametros del agente como fueron la tasa de aprendizaje, exploracion y demas,
haciendo que el agente en medio de diferentes iteraciones de episodios explorae y
encuentre la sefial deseada, dando asi un aprendizaje optimo, para el entrenamiento se

utilizaron los siguientes hiperaparametros tabla 1.

HIPER PARAMETROS VALORES
TARGETSMOOTHFACTOR le-3
SAMPLETIME 0.1
DISCOUNTFACTOR 0.4
MINIBATCHSIZE 256
EXPERIENCEBUFFERLENGTH 1e6
NOISEOPTIONS.VARIANCE 0.8
NOISEOPTIONS.VARIANCEDECAYRATE le-4

CRITICOPTIMIZEROPTIONS. 1

CRITICOPTIMIZEROPTIONS.LEARNRATE le-3

Tabla 1 Hiperparametros de entrenamiento convertidor Buck

los hiperparametros fueron seleccionados considerando aspectos como la estabilidad del
entrenamiento, el equilibrio entre la exploracion y la explotacion, y la convergencia
optima del agente hacia los objetivos deseados. Cada valor fue ajustado de manera
cuidadosa para lograr un entrenamiento eficiente y un aprendizaje éptimo del agente en
el convertidor Reductor (Buck). Estos hiperparametros se fueron ajustando respecto a la
respuesta del agente con base al entrenamiento y la busqueda de la sefial de referencia.
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El agente aprendera a través del calculo del promedio de recompensas obtenidas en cada
episodio, con el objetivo de maximizar dicho promedio. Este proceso de aprendizaje se
ilustra en la Figura 3.5.

Episods reward for RL_Buck_V1 with lDDPGAgent

Plot Dptions
[#] Show Episodee

| Show last N episodes

Episode Number

Figura 3-5 Numero de episodios vs el promedio de recompensas convertidor reductor
(Buck) Fuente. (Tearle, n.d.)

En la figura se puede observar como el agente continda iterando a lo largo de maltiples
episodios, actualizando sus acciones y mejorando su desempefio para maximizar las
recompensas acumuladas. ElI promedio de recompensas obtenido en cada episodio es
utilizado como una medida de evaluacidn para monitorear el progreso del aprendizaje del

agente y su capacidad para alcanzar los objetivos establecidos.

Durante el entrenamiento del agente DDPG en el convertidor reductor (Buck), se utilizan
diferentes métricas para evaluar su desempefio. Estas métricas incluyen el "Episode
Reward" (recompensa del episodio), que representa la cantidad de recompensa obtenida
en cada episodio; el "Average Reward" (recompensa promedio), que calcula el promedio
de las recompensas obtenidas en episodios anteriores; y "Episode QO0", que es la

recompensa esperada a largo plazo.

En el caso especifico del convertidor reductor (Buck), se establecié un objetivo de
entrenamiento con un promedio maximo de recompensas de 450. Una vez que el agente
alcanza y mantiene este promedio durante el entrenamiento, se detiene el proceso de
aprendizaje. El propdsito de esta configuracion es obtener un agente DDPG entrenado,
consolidado y robusto, capaz de controlar eficientemente el convertidor reductor (Buck)

en diversas condiciones de operacion, adaptandose al voltaje de referencia asignado.
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De esta manera, el agente es entrenado con el objetivo de lograr un control preciso y
estable del convertidor reductor (Buck), optimizando su desempefio y asegurando que
pueda operar de manera confiable en diferentes situaciones.

3.3.1 Entrenamiento convertidor elevador (Boost).

El entrenamiento del agente DDGP del convertidor elevador (Boost) para
controlar el ciclo de trabajo, demanda mayor modificacion con los Hiperparametros
correspondientes tales como la tasa de aprendizaje, el factor de descuento y la varianza
del ruido de exploracion, para mejorar su capacidad de aprendizaje y generalizacion.
Tabla 2

HIPER PARAMETROS VALORES
TARGETSMOOTHFACTOR le-3
SAMPLETIME Ts
DISCOUNTFACTOR 0.4
MINIBATCHSIZE 64
EXPERIENCEBUFFERLENGTH 1le6
NOISEOPTIONS.VARIANCE 0.9
NOISEOPTIONS.VARIANCEDECAYRATE le-6
CRITICOPTIMIZEROPTIONS. 1
CRITICOPTIMIZEROPTIONS.LEARNRATE le-3

Tabla 2 Hiperparametros entrenamiento convertidor Boost

El agente ira aprendiendo por medio del promedio de recompenza de los episodios
y asi busca maximisar el promedio de recompenza y logre un buen entrenamiento, asi
eleva el voltaje de salida y lo mantiene dentro de los limites deseados, mientras se
minimiza el ciclo de trabajo, en la Figura 3.6 logra minimizar la diferencia de voltaje o
error entre el voltaje de referencia y lograr el objetivo de elevar el voltaje de salida y

ajustarse a la sefial de referencia previamente configurada.
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Figura 3-6 Entrenamiento convertidor elevador (Boost), ajuste Vref vs VVboost. Fuente.
Elaboracion Propia.

Dentro de las consideraciones en el proceso de entrenamiento del agente DDGP, resalta

el tiempo de muestreo (Ts) y la funcion de transferencia (TF) del sistema.

El tiempo de muestreo es el tiempo de cada accion que esta tomando el agente, y en el
caso del (TF) indica cuanto tiempo lleva para que los cambios en el sistema surtan efecto

después de que se han realizado las acciones del controlador.
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3.4 Validacion del agente reductor (Buck)

Una vez ha finalizado el entrenamiento del agente DDGP y haber logrado maximizar
su recompensa promedio de 450, la validacion correspondiente es consistente en variar el
set point del voltaje de referencia para que asi, el agente ajuste el ciclo de trabajo y logre
ese voltaje deseado. para este ejemplo se utilizd un convertidor reductor (Buck) con los

siguientes parametros:

Convertidor reductor (Buck) Valores
Voltaje entrada (Vin) 24V
Frecuencia 10 KHz
Inductor 10H
Capacitor 200 uF
Resistor 10°Q

Tabla 3 Disefio convertidor reductor (Buck). Fuente. Elaboracion Propia.

Con estos valores la validacion del agente respecto al control por aprendizaje por refuerzo
(Reinforcement Learning) para un convertidor reductor (Buck) obtiene una sefial de
voltaje que se va atenuando frente a la sefial deseada en este caso, se validd el agente del
controlador reductor Buck con un voltaje de entrada de 24 V, y una sefial deseada de 6 V.

como se muestra en la siguiente figura 3.7.
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Figura 3-7 Graficas de desarrollo control aprendizaje por refuerzo controlador reductor
(Buck) Fuente. Elaboracion Propia.
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En esta figura se representa la comparacion entre la sefial de voltaje de referencia deseado
y el voltaje de salida generado por el convertidor. Se observa cémo el agente DDPG fue
capaz de ajustar el ciclo de trabajo del bloque PWM para obtener un voltaje de salida que

se aproxima al voltaje de referencia deseado.

Para la figura 3-8 siguiendo los parametros del convertidor y la definicién de recompensa
establecida. Esta se asigna iterando la sefial de referencia deseada con el voltaje de salida
generado por el convertidor, en este contexto, se observo que cuando la sefial de
referenciay el voltaje de salida estin en concordancia, se otorga una bonificacion positiva
de 10 al agente. Esto indica que el agente ha logrado un buen ajuste y control del

convertidor, lo que se refleja en una recompensa favorable.
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Figura 3-8 Recompensa del agente. Fuente. Elaboracion Propia.

Es importante destacar que el disefio de la sefial de recompensa tiene un impacto
significativo en el aprendizaje del agente. Proporcionar una recompensa positiva
incentiva al agente a realizar acciones que son beneficiosas para el control del
convertidor. Por otro lado, la asignacion de una recompensa negativa o penalizacion

desalienta al agente a tomar acciones que podrian conducir a un desempefio deficiente.

Por altimo, en la figura 3-9 se presenta el ciclo de trabajo ajustado por el agente durante
el proceso de control del convertidor. El ciclo de trabajo representa la proporcion del
periodo de conmutacion en el cual el interruptor del convertidor esta cerrado. Se espera
que el agente sea capaz de ajustar el ciclo de trabajo de manera Optima para obtener el

voltaje de salida deseado
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Teniendo en cuenta la figurada mencionada anteriormente se observa mientras la sefial se
aproxima al voltaje deseado (6 V) el actor ira ajustando el ciclo de trabajo (Duty Cicle)
asi logrando variar el voltaje para ir dando recompensa, al agente cada vez que cumpla la

condicion de los 6 V. o se alinea al voltaje de referencia.

Vbuck vs Vref =
T
Vref
20— Vbuck [
@
&
S0 i
=
E——
//
o~ |
|
Reward
T
B 10~ |
5
£
g8 —
Q
@
T ol I B
|
Duty Cycle
T
§ _L | | | | | | | _
c
Q
‘T 06T T 1 1 : | ! | | 1 Duty Cycle |_|
]
=
£ 0.4 a
E —
002 - |
| | | | | | | | |
0 1 2 3 4 5 6 7 8 9 10

Paused Sample based |Offset=0 |T=6.692

Tiempo

Figura 3-9 Ajuste del ciclo de trabajo. Fuente. Elaboracion Propia.

En este caso, el agente realizd un ajuste del ciclo de trabajo al valor de 0.273 0 27.3%,

con el objetivo de obtener una salida de voltaje de 6 V.
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3.4.1 Resultados convertidores Reductor (Buck) con PID

Para evaluar la eficiencia del control mediante aprendizaje reforzado, se realizé una
comparacion con un controlador PID en Simulink para el convertidor reductor (Buck).
En la Figura 3-11 se muestra la simulacion realizada con el controlador PID, con el

objetivo de comparar su desempefio con el control basado en aprendizaje reforzado.

Continuous
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Figura 3-10 Diagrama convertidor reductor (Buck) con PID. Fuente. Elaboracién Propia.
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A continuacidn, se describen los pardmetros que se utilizaron de la Tabla 3. Para el disefio
de un convertidor reductor (Buck) con técnica de control PID. Resaltando que para la
sintonizacion de las ganancias del controlador, se obtuvo un modelo lineal, a través de la
herramienta System Identification, la cual utiliza métodos como Hammerstein-Wiener y
ARX no lineales, procesos gaussiano (GP), maquina de vectores de soporte (SVM) y otras
representaciones para estimar los modelos. También, se pueden crear modelos de
ecuaciones diferenciales ordinarias (EDO) utilizando Deep Learning para capturar la
dinamica de sistemas no lineales [53].
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Convertidor reductor (Buck) PID Valores
Voltaje entrada (Vin) 24V
Frecuencia 10 KHz
Inductor 10H
Capacitor 200 uF
Resistor 10Q
Ganancia KI 200

Tabla 4 Valores Convertidor reductor con control PID

Los valores que se establecieron en el convertidor Buck reductor con aprendizaje por
refuerzo son los mismos que se utilizaron para el disefio del convertidor reductor Buck
con PID.

En la figura 3-12 se observa el comportamiento de voltaje de salida del convertidor

reductor (Buck) con la técnica de control PID.
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Figura 3-11 Grafica convertidor reductor (Buck) con PID entrada 24 V salida 6 V.
Fuente. Elaboracion Propia

Esta comparacion permite evaluar la efectividad del controlador de aprendizaje
reforzado en términos de precision, rapidez y robustez frente a perturbaciones. Con la
comparacion se busca demostrar las ventajas del avance de técnicas de aprendizaje por
refuerzo para mejorar el control de convertidores de potencia, en particular del

convertidor reductor (Buck).
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3.4.2 Validacién del agente elevador (Boost)

El agente se ejecuta en el entorno de prueba y la evaluacion del desempefio de un
agente de aprendizaje por refuerzo (Reinforcement Learning) en un entorno se evalua su
desempefio en funcidn de su capacidad para maximizar la recompensa 0 minimizar la
penalizacion Despues de haber finalizado el entrenamiento del agente DDGP y haber
logrado maximizar su recompensa, que fue mencionada anteriormente como 450, la
asignacion del valor del Setpoint de referencia y comprobar que el agente sea capaz de
ajustar correctamente el ciclo de trabajo para lograr el voltaje deseado. Los valores de
referencia del voltaje. La observacion del agente al ajustar automaticamente el ciclo de
trabajo para lograr el voltaje deseado de manera precisa y eficiente. Este resultado
comprueba que el agente DDGP ha aprendido correctamente y podia aplicarse de manera

efectiva en este tipo de sistemas de control.

Para validar el funcionamiento del convertidor elevador (Boost), la variacion de la sefial
de referencia o setpoints. Estas sefiales son valores de voltaje que se establecen para lograr
un cambio de voltaje especifico en la salida del convertidor. El objetivo de utilizar
diferentes Setpoints para validar el comportamiento del convertidor bajo diferentes
condiciones de carga y frecuencia. En este proceso, el convertidor utiliza una inductancia
y un interruptor para almacenar energia en la inductancia durante un periodo de tiempo

determinado y luego liberarla en un ciclo de trabajo especifico.

Convertidor Boost Valores
Voltaje entrada (Vin) 12V
Frecuencia 10 KHz
Inductor 0.0058 H
Capacitor 0.0026 F
Resistor 2.5920°Q

Tabla 5 Tabla parametros convertidor elevador (Boost)

Con estos valores la validacion del agente respecto al control por aprendizaje por refuerzo

(Reinforcement Learning) para un convertidor elevador (Boost) obtiene una sefial de
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voltaje que se va atenuando frente a la sefial deseada en este caso, se valido el agente del
controlador elevador (Boost) con un voltaje de entrada de 12 V, y una sefial deseada de

24 V. como se muestra en la siguiente figura 3-13

V ref Vs VBoost

T I T T T T T
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20 / VBoosl |

Voltaje

(=]
]
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Figura 3-12 Graficas de desarrollo control aprendizaje por refuerzo controlador
elevador (Boost) Fuente. Elaboracién Propia.

En esta figura se representa la comparacion entre la sefial de voltaje de referencia deseado
y el voltaje de salida generado por el convertidor. Se observa cémo el agente DDPG fue
capaz de ajustar el ciclo de trabajo del bloque PWM para obtener un voltaje de salida que

se aproxima al voltaje de referencia deseado.

Para la figura 3-13 siguiendo los parametros del convertidor y la definicion de
recompensa establecida. Esta se asigna iterando la sefial de referencia deseada con el
voltaje de salida generado por el convertidor, en este contexto, se observé que cuando la
sefial de referenciay el voltaje de salida estan en concordancia, se otorga una bonificacién
positiva de 10 al agente. Esto indica que el agente ha logrado un buen ajuste y control del

convertidor, lo que se refleja en una recompensa favorable.
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Figura 3-13 Recompensa del agente. Fuente. Elaboracion Propia.

Es importante destacar que el disefio de la sefial de recompensa tiene un impacto
significativo en el aprendizaje del agente. Proporcionar una recompensa positiva
incentiva al agente a realizar acciones que son beneficiosas para el control del
convertidor. Por otro lado, la asignacion de una recompensa negativa o penalizacion

desalienta al agente a tomar acciones que podrian conducir a un desempefio deficiente.

Por altimo, en la figura 3-14 se presenta el ciclo de trabajo ajustado por el agente durante
el proceso de control del convertidor. El ciclo de trabajo representa la proporcién del
periodo de conmutacién en el cual el interruptor del convertidor esta cerrado. Se espera

que el agente sea capaz de ajustar el ciclo de trabajo de manera dptima para obtener el

voltaje de salida deseado

Teniendo en cuenta la figurada mencionada anteriormente se observa mientras la sefial se
aproxima al voltaje deseado (24 V) el actor ira ajustando el ciclo de trabajo (Duty Cicle)

asi logrando variar el voltaje para ir dando recompensa,
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Figura 3-14 interaccién con el entorno en busqueda de la sefial de referencia en el
control de aprendizaje por refuerzo controlador elevador (Boost) Fuente. Elaboracion
Propia

la validacion del agente DDPG en el convertidor elevador (Boost), se pudo observar un
ajuste exitoso del ciclo de trabajo para lograr una elevacion del voltaje. EI agente logro
ajustar el ciclo de trabajo en un valor de 0.51 para elevar el voltaje de entrada de 12V a

24 V, tal como se deseaba.

Este resultado demuestra la efectividad del enfoque de aprendizaje por refuerzo utilizando
el agente DDPG en el control del convertidor elevador. A través de iteraciones y
experiencias de entrenamiento, el agente fue capaz de aprender y mejorar su rendimiento,
encontrando el equilibrio adecuado en el ciclo de trabajo para lograr la elevacion del

voltaje objetivo.

El ciclo de trabajo desempefia un papel fundamental en el control del convertidor
elevador, ya que determina la proporcion de tiempo durante el cual se enciende el
interruptor. Al ajustar el ciclo de trabajo de manera precisa, el agente pudo elevar el
voltaje de entrada de 12V a 24V, cumpliendo asi con el objetivo establecido.



50

3.4.3 Resultados convertidores elevador (Boost) con PID

Para validar la eficiencia del control por aprendizaje reforzado se emplea un
circuito siguiendo los parametros de los elementos de un convertidor elevador (Boost) la
comparacion con un control PID en Simulink. En la Figura 3.9 se muestra la simulacién
realizada con control PID en Simulink, con el objetivo de comparar la eficiencia del

control de aprendizaje reforzado con el control clasico.
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Figura 3-15 Convertidor elevador (Boost) Con control PID Fuente. Elaboracion Propia

A continuacién, se describen los pardmetros que se utilizaron de la Tabla 6. Para el disefio
de un convertidor elevador (Boost) con técnica de control PID. Resaltando que para la
consecucion de estos valores se generaron mediante System Identification Toolbox Cree
modelos de sistemas dindmicos lineales y no lineales a partir de datos de E/S La toolbox
permite estimar la dindmica de sistemas no lineales utilizando modelos Hammerstein-
Wiener y ARX no lineales con técnicas de Machine Learning tales como proceso
gaussiano (GP), maquina de vectores de soporte (SVM) y otras representaciones. Si
prefiere, puede crear modelos de ecuaciones diferenciales ordinarias (EDO) neuronales
utilizando Deep Learning para capturar la dinamica de sistemas no lineales. Con esta
toolbox[54]
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Convertidor elevador (Boost) PID Valores
Voltaje entrada (Vin) 12V
Frecuencia 10 KHz
Inductor 0.045 H
Capacitor 150 uF
Resistor 10Q
Ganancia KP 0.1
Ganancia Kl 0.035

Tabla 6 Parametros del disefio convertidor elevador (Boost) con PID

Se obtienen los datos mostrados en la gréafica de la figura 3.12 del convertidor elevador
(Boost) con PID donde con un voltaje de entrada de 12 V se obtiene un voltaje de salida
de24 V.

En la figura 3-16 la gréfica que representa el comportamiento de este circuito al utilizar
un voltaje de entrada de 12 V. Se puede observar que, al aplicar un voltaje de entrada se
logra obtener un voltaje de salida de 24 V a través del circuito convertidor elevador
(Boost) con técnica de control PID. el controlador utilizado en este circuito permite
ajustar y estabilizar la tension de salida en funcion de las variaciones en la carga y en la
tension de entrada. Esto significa que el controlador ajusta automaticamente los valores
de ganancia, tiempo integral y tiempo derivativo para mantener una tension de salida

estable y precisa en todo momento.
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Figura 3-16 Grafica convertidor elevador (Boost) con Control PID entrada 12 V, salida
24. Fuente Propia

4. Analisis de resultados

El anlisis comparativo entre el control de aprendizaje reforzado y el control PID para los
convertidores Buck y Boost revel6 importantes diferencias en términos de adaptabilidad
y capacidad de respuesta a las perturbaciones. Estas caracteristicas son especialmente
relevantes en el contexto de las energias renovables y las microredes, donde la
variabilidad de la generacion de energia y las fluctuaciones en la carga representan

desafios significativos.

En este contexto, se realizaron simulaciones comparativas utilizando tanto el control PID
como el control de aprendizaje reforzado en los convertidores Buck y Boost, con el
objetivo de evaluar su desempefio en situaciones de variacién de carga y generacién

intermitente de energia renovable.

Las Figuras 4-1 y 4-2 muestran las respuestas de los convertidores Buck con control PID
y control de aprendizaje reforzado, respectivamente. En el caso del control PID, se
observa una respuesta inicial adecuada, pero con oscilaciones ligeras en la tension de

salida. En contraste, el control de aprendizaje reforzado logra una respuesta mas suave y
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estable, adaptandose de manera efectiva a las perturbaciones presentes en el sistema. Esta
capacidad de adaptacion es esencial en entornos de microredes y energias renovables,

donde la generacidn de energia puede ser variable y la carga puede experimentar cambios

rapidos.
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Figura 4-1 Grafica convertidor reductor (Buck) con PID entrada 24 V salida 6 V.
Fuente. Elaboracion Propia
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Figura 4-2 Grafica convertidor elevador (Boost) con Control PID entrada 12 V, salida
24. Fuente Propia

Las Figuras 4-3 'y 4-4 presentan las respuestas de los convertidores Boost con control PID

y control de aprendizaje reforzado, respectivamente. Al igual que en el caso del
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convertidor Buck, el control de aprendizaje reforzado muestra una respuesta mas precisa
y estable, sin oscilaciones notables en la tension de salida. Esto es particularmente
relevante en aplicaciones de energias renovables, donde el objetivo es maximizar la

eficiencia y la estabilidad del sistema eléctrico.
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Figura 4-3 Graficas de desarrollo control aprendizaje por refuerzo controlador reductor
(Buck) con variacion de la carga Fuente. Elaboracion Propia.
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Figura 4-4 Graficas de desarrollo control aprendizaje por refuerzo controlador elevador
(Boost) con variacion de la carga. Fuente. Elaboracién Propia.

Estas figuras comparativas ilustran claramente las diferencias entre el control PID vy el
control de aprendizaje reforzado en los convertidores Buck y Boost. El control de
aprendizaje reforzado muestra una respuesta mas precisa, estable y adaptativa, lo que lo
convierte en un potencial de profundizacién para aplicaciones en energias renovables y

situaciones de variacion de carga.
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5. Conclusiones

A lo largo del proyecto, se logré entrenar un agente de aprendizaje reforzado capaz de
controlar de manera efectiva los convertidores Boost y Buck. El agente aprendio a ajustar
el ciclo de trabajo con una gente DDGP de forma Gptima para mantener el voltaje en linea
con el voltaje de referencia, logrando un control preciso y estable del sistema.

La aplicacion de este enfoque de control en convertidores Boost y Buck tiene un gran
potencial en el campo de las energias renovables. Estos convertidores son ampliamente
utilizados en sistemas de generacion de energia solar y edlica, donde se requiere una
conversion eficiente y controlada de voltaje. El control de aprendizaje reforzado permite
optimizar la eficiencia y el rendimiento de estos sistemas, maximizando la generacion de

energia renovable y minimizando el uso de energia no renovable.

El enfoque de control de aprendizaje reforzado ofrece ventajas significativas, como la
capacidad de adaptarse a condiciones cambiantes, mejorar la eficiencia energética y
reducir los costos operativos. En el contexto de las energias renovables, esto puede
conducir a un mayor aprovechamiento de fuentes de energia limpias y una menor

dependencia de combustibles fésiles.

En conclusion, este proyecto demuestra la viabilidad y el potencial del control de
aprendizaje reforzado aplicado a convertidores Boost y Buck. El enfoque puede contribuir
significativamente a la mejora de sistemas de energias renovables, permitiendo un control
preciso y eficiente de la generacidn y distribucion de energia limpia. Estos resultados
respaldan la importancia de continuar investigando y desarrollando nuevas técnicas de
control inteligente para promover la transicion hacia un futuro energético sostenible y

respetuoso con el medio ambiente.



56

6. Anexos

6.1 Modelo matematico convertidor reductor (Buck)

El modelo matematico de un convertidor reductor (Buck) se basa en una serie de
suposiciones y simplificaciones, como el uso de componentes ideales (sin pérdidas) y
condiciones ideales de conmutacion. Estas simplificaciones permiten expresar el
comportamiento del convertidor en términos de ecuaciones algebraicas y diferenciales
que describen las relaciones entre las variables eléctricas, como las tensiones y corrientes

de entrada y salida.

El modelo matematico tipico de un convertidor reductor (Buck) incluye ecuaciones que
describen la respuesta dinamica del convertidor ante cambios en las condiciones de carga
y las formas de onda de las sefiales de conmutacion. También puede tener en cuenta la
presencia de componentes no ideales, como la resistencia de los inductores y la resistencia

interna de los transistores de potencia.

Al utilizar este modelo matematico, es posible analizar y predecir el comportamiento del
convertidor en diferentes escenarios, como la estabilidad del sistema, la eficiencia
energética, la respuesta transitoria y la respuesta a variaciones en los parametros de

entrada.

P 1
" avLat s iL
i
+. H PID(s) D P
Vref PWM
] = i =]
1C integrador 1
Vsalida
10 [~
H >
resistencia de la carga RC

Figura 6-1 Modelo matematico convertidor reductor (Buck) PID Simulink fuente propia
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6.2 Modelo matematico convertidor elevador (Boost)

Un modelo matematico para un controlador elevador (Boost) es una representacion
simplificada del comportamiento del convertidor en forma de ecuaciones y relaciones
matematicas. Este modelo se utiliza para comprender y analizar el funcionamiento del

controlador y para disefiar y optimizar su rendimiento.

El modelo matematico de un controlador elevador (Boost) se basa en una serie de
suposiciones y simplificaciones, como el uso de componentes ideales (sin pérdidas) y
condiciones ideales de conmutacion. Estas simplificaciones permiten expresar el
comportamiento del controlador en términos de ecuaciones algebraicas y diferenciales
que describen las relaciones entre las variables eléctricas, como las tensiones y corrientes

de entrada y salida. Figura 6-2

<t o
) <
o, " =
< =N
<

Figura 6-2 modelo matematico convertidor elevador (Boost) PID Simulink fuente
propia.

Para el modelo matematico se basé con las ecuaciones 6-4 6-5

dl =7
d_tL = —(1— w)v, + v; ecuacion 6-4

dv, _ _ Ve o
Cdt =1 - uw(ly) P ecuacion 6-5
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6.3 Error del estado estacionario convertidor reductor (Buck)

El comportamiento deseado en estado estacionario del buck es una sefial periodica de
pequena amplitud gi(t), mas una sefial constante "zi . Este comportamiento se presenta si
la posicion del interruptor es controlada por un tren de pulsos de frecuencia constante. Al
considerar el modelo promedio se tiene un Unico punto de equilibrio, que depende del
valor de los parametros (Agrawal (2001); Mohan et al. (2002)). Sin embargo, al
considerar el modelo discontinuo los puntos de equilibrio dependen de la estrategia de

conmutacion utilizada

Para calcular la diferencia entre los dos controladores se corre las simulaciones y se
compra figura

Voltage Vs Tiempo
I T

T T T T
Voltage Measurement
| Constant

llustracion 1 Figura 6-5 — 6-6 error en estado estacionario convertidor reductor (Buck)
PID fuente propia
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Vbuck vs Vref

Voltaje

Figura 6 -5 error en estado estacionario convertidor reductor (Buck) Aprendizaje
reforzado fuente propia.

El controlador Buck con PID en estado estacionario, ademas de proporcionar un control
estable, también busca minimizar el error en estado estacionario. Sin embargo, es
importante destacar que el controlador PID no puede eliminar completamente el error en
estado estacionario en todas las situaciones. Esto se debe a que el término proporcional
solo puede corregir el error proporcionalmente a la sefial de error, el término integral
corrige el error acumulado a lo largo del tiempo y el término derivativo mejora la

respuesta transitoria.

En el caso del controlador Buck con PID, para lograr un rendimiento éptimo y minimizar
el error en estado estacionario, es necesario ajustar adecuadamente los parametros Kp, Ki
y Kd. El ajuste de estos parametros implica considerar las caracteristicas especificas del
sistema y la respuesta deseada. Si los parametros PID no se ajustan correctamente, puede

haber un error residual en estado estacionario.

En contraste, el controlador Buck en estado estacionario con aprendizaje por refuerzo
también busca reducir el error en estado estacionario, pero a través de un enfoque
diferente. Al utilizar algoritmos de aprendizaje por refuerzo, el controlador puede
aprender y ajustar los parametros de forma automatica. Estos algoritmos se basan en la
retroalimentacion del rendimiento del sistema, lo que permite mejorar el control con el

tiempo y reducir el error en estado estacionario de manera continua.

El controlador con aprendizaje por refuerzo tiene la capacidad de adaptarse a cambios en
las condiciones de funcionamiento y perturbaciones en tiempo real. Ajusta sus acciones
segun las sefiales de entrada y salida, lo que le permite adaptarse a situaciones cambiantes
y mejorar el rendimiento del sistema de control Buck. Al optimizar continuamente el
rendimiento del sistema, el controlador con aprendizaje por refuerzo puede lograr una
mejor eficiencia energética y reducir el error en estado estacionario en comparacion con

el controlador PID.
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Sin embargo, es importante tener en cuenta que el controlador con aprendizaje por
refuerzo puede tener una estructura mas compleja que el controlador PID. Requiere una
configuracién inicial adecuada y un entrenamiento continuo para lograr un rendimiento

optimo y reducir el error en estado estacionario de manera efectiva.

6.4Error del estado estacionario convertidor elevador (Boost)

Para el calculo del error del estado estacionario se debe tener en cuenta la ecuacién 6-6.

EEE =V referencia — V salida en estado estacionario ecuacién 6-6
Para calcular la diferencia entre los dos controladores se corre las simulaciones y se

compra figura 6-3 6-4

Vollage Vs Tiempo e
| | |

Figura 6-3 error en estado estacionario convertidor elevador (Boost) PID fuente propia
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V ref Vs VBoost
I

Vref
VBoost

3 35 4 45 5

Figura 6-4 error en estado estacionario convertidor elevador (Boost) Aprendizaje
reforzado fuente propia.

Como se observa en las dos graficas (Figura 6-3,6-4) el error en estado estacionario es un
poco mayor en el control PID. Ademas, que mientras que un control PID se basa en ajustar
los coeficientes del controlador para reducir el error en estado estacionario, el aprendizaje
reforzado puede aprender a través de la interaccion con el entorno y adaptarse de manera
auténoma para minimizar dicho error. El aprendizaje reforzado tiene el potencial de lograr
un mejor rendimiento en términos de error en estado estacionario, pero también puede
requerir mas recursos y tiempo de entrenamiento en comparacion con un controlador PID

tradicional.
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